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Resumo

A produção de carne ovina é uma das principais frentes de desenvolvimento

da agricultura familiar. Ao longo dos anos, há uma exigência maior de quali-

dade e regularidade na sua oferta. Entretanto, um constante problema para

os produtores, e também um problema ambiental, é o ataque de predadores

aos rebanhos. As formas de inibir os ataques geralmente se dão pelo recolhi-

mento noturno dos ovinos, e ultimamente por meio de cercas elétricas ou até

mesmo vigilância humana, o que muitas vezes se torna ineficiente e acarreta

maiores custos de produção, podendo também acarretar na morte dos preda-

dores. Desta forma, neste projeto foi proposto um sistema computacional de

baixo custo para reconhecimento automático de predadores, visando assim

a sua empregabilidade em qualquer tipo de situação (grandes empresas ou

agropecuária familiar). O sistema faz uso de técnicas de visão computacional

e comunicação em rede para o reconhecimento de predadores, e geração de

alertas para tomada de ações de forma a inibir os ataques. Além disso, a detec-

ção de predadores poderá ajudar tanto o produtor quanto os ambientalistas,

uma vez que os ambientalistas poderão capturar e levar o predador para o seu

habitat natural e o produtor evitar perdas nas produções de rebanhos. Estu-

dos foram realizados para analisar qual estratégia seria capaz de reconhecer

mais acuradamente os predadores. As avaliações das estratégias foram dividi-

das em duas etapas: (i) avaliação de classificação multiclasse para reconhecer

6 diferentes classes de animais (onça pintada, onça parda, cão, ovino, bovino,

cavalo); e (ii) avaliação de classificação binária para o reconhecimento se existe

ou não um predador na imagem. Para ambas as estratégias foram utilizadas:

(i) representações do tipo Bag of Visual Words (BoVW) em conjunto com algorit-

mos de aprendizado de máquina; e (ii) Redes Neurais Convolucionais (CNNs).

Na avaliação multiclasse, as melhores acurácias utilizando a representação

BOVW foram de 0,5041 enquanto que com o uso de CNNs, a melhor acurácia

foi obtida com a arquitetura Xception em conjunto com as técnicas de transfer
learning e aumento de imagens, proporcionando uma acurácia acurácia média
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0,93 (� 0,01) e a acurácia máxima de 0,96. Já na avaliação da classificação

binária para reconhecimento da classe predador ou não predador, a melhor

acurácia obtida utilizando a representação BOVW foi 0,8743, enquanto que

com o uso de CNNs, a melhor acurácia foi obtida pelo modelo Xception em

conjunto com as técnicas de transfer learning e aumento de imagens, sendo a

acurácia média de 0,9926, (� 0,04) e a acurácia máxima 1,00.

Palavras-chave: aprendizado de máquina, visão computacional, processa-

mento de imagens, sistemas embarcados, redes neurais convolucionais, agro-

pecuária, predadores.
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Abstract

Sheep meat production is one of the main fronts for the development of family
farming. Over the years, there is a greater demand for quality and regularity
in its offer. However, a constant problem for producers, and also an environ-
mental problem, is the attack of predators on herds. Ways to inhibit attacks
are usually through the gathering of the herd at night, and lately through elec-
tric fences or even human surveillance, which is often inefficient and leads to
higher production costs, and also can end up with in the death of predators.
Thus, in this project, a low-cost computer system for automatic recognition of
predators was proposed, aiming at their employability in any type of situation
(large companies or family farming). The system makes use of computer vision
techniques and network communication for the predators recognition, and gene-
ration of alerts for taking actions in order to inhibit attacks. Also, the proposed
system can help both producers and environmentalists. Environmentalists will
be able to capture and conduct the predator to its natural habitat, and the produ-
cer will avoid losses in the livestock production. This project carried out studies
to analyze which strategy would be able to accurately recognize predators. The
strategy evaluations were divided into two stages: (i) multiclass classification
evaluation to recognize 6 different classes of animals (jaguar, puma, dog, sheep,
bovine, horse); and (ii) evaluation of binary classification for recognition if there
is a predator or not in the imagem. Both strategies makes use of Bag-of-Visual
Words (BoVW) representations and machine learning algorithms, and Convolu-
tional Neural Networks. In multiclass classification, the best results obtained
using BoVW representations were 0.50. When using CNNs, the best result was
obtained with the Xception model with transfer learning and the data augmen-
tation technique, which provided an average accuracy of 0.93 (� 0.01) and a
maximum accuracy of 0.96. In the binary classification evaluation, the best
results obtained by BoVW representations was 0.8743. When using CNNs, the
best result was obtained with the Xception model with transfer learning and the
data augmentation technique, which provided an average accuracy of 0.9926 (�
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0.04), and maximum accuracy of 1.00.

Keywords: machine learning, computer vision, image processing, embedded
systems, convolutional neural networks, agriculture, predators.
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CAPÍTULO

1
Introdução

1.1 Contextualização

A produção de carne ovina no Brasil passou por um processo de transição,

começando em cenário de forte informalidade, com abates e comercialização

não �scalizados em direção a um mercado exigente em qualidade e regulari-

dade de oferta, caracterizado por um per�l de consumidores com maior poder

aquisitivo e conhecimento gastronômico. Além disso, a cadeia produtiva da

carne ovina tem apresentado uma signi�cativa expansão em todas as regiões

do Brasil, em função de uma demanda crescente por carne de ovinos nos gran-

des centros urbanos. A produção teve um aumento regular de 2002 até 2009.

Em 2009 foi registrado o recorde de 334,7 mil cabeças abatidas sob inspeção

federal. A partir de 2009, o volume de abates �scalizados iniciou um processo

de queda, alcançando no ano de 2016 o menor volume registrado em toda a

série histórica 44,7 mil cabeças abatidas, devido a baixa demanda associada

a uma queda brusca na oferta de animais a nível nacional (NÓBREGA, 2018).

Um dos problemas que atinge a produção de ovinos e outros rebanhos

domésticos no Brasil é a predação 1 (MARCHINI, S. et al., 2011). Além do

problema econômico para produtores é também um problema ambiental, pois

o ataque de predadores gera con�itos que muitas vezes os levam à morte,

mesmo que esse fato se con�gure em crime ambiental.

Segundo VIDOLIN, G. P. et al (2004) constatou-se em uma fazenda do Pan-

tanal que a onça parda ( Puma concolor ) preda bezerros e ovelhas por serem

presas mais fáceis, enquanto que o gado adulto é predado mais pela onça-

1O termo predação é utilizado especi�camente para ataques de animais selvagens a reba-
nhos domésticos.
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pintada ( Panthera onca ). Um exemplo disso é relatado pelo Instituto Ambien-

tal do Paraná (IAP) 2 , o qual tem recebido nos últimos anos várias denúncias de

ataques a rebanhos domésticos por onças em áreas rurais, causando prejuízos

a grande e pequenos produtores. Após as denúncias, o IAP vistoria as propri-

edades e propõem soluções para o problema da predação. Vale ressaltar que

durante as vistorias, são utilizados procedimentos como a veri�cação da exis-

tência da caça de animais silvestres, levantamento do histórico de predação na

propriedade, registro do ataque, veri�cação da espécie de presa consumida,

quantidade de cabeças perdidas (VIDOLIN, G. P. et al, 2004). Também são

feitas orientações aos produtores sobre procedimentos preventivos, como a

melhoria no manejo das criações, con�namento do rebanho a noite em recinto

iluminado, cerca elétrica, disponibilização de cães para afastar os predadores,

e em último caso, é utilizada a medida de capturar e o translado do predador

para um outro ambiente adequado, preservado assim o mesmo. Porém, estes

atendimentos são feitos após as denúncias repassadas tardiamente (VIDOLIN,

G. P. et al, 2004).

Outra forma de inibir os ataques de predadores é por meio da vigilância

humana. Porém, a vigilância humana pode ser inviável tanto para o pequeno

produtor quanto para grande, devido ao custo, que é proporcional ao tamanho

da propriedade, ou ainda o custo de instalação de cercas elétricas e iluminação

em grande parte da propriedade, o que também incorre em altos custos.

1.2 Objetivos

O objetivo geral foi desenvolver um sistema de monitoramento de ataques

via detecção de predadores em imagens, utilizando técnicas de visão compu-

tacional. Ao reconhecer um predador, serão gerados alertas para tomada de

decisões de ações a inibir os ataques.

Esta solução pode ser aplicada tanto nos grandes quanto nos pequenos

produtores devido ao potencial baixo custo da solução proposta. Este sistema

também pode auxiliar instituições dedicadas à preservação de animais selva-

gens a levantar informações referentes aos tipos de predadores e quantidade

destes em uma determinada região.

Já como objetivos especí�cos têm-se:

• Propor uma infraestrutura inicial de (rede e hardware ) que possibilitem

ações rápidas, para evitar a perda de animais domésticos; e

• Estudos de técnicas de processamento de imagens e algoritmos de apren-

dizado de máquina mais adequados à detecção de predadores.
2 Instituto Ambiental do Paraná: http://www.iap.pr.gov.br/
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1.3 Organização do Texto

O restante da dissertação está dividido em 5 capítulos. No Capítulo 2 são

apresentados os conceitos necessários para o entendimento deste projeto e os

trabalhos relacionados ao tema. No Capítulo 3 são apresentados os detalhes

dos passos do método proposto para a detecção automática de predadores. No

Capítulo 4 são apresentadas as con�gurações utilizadas nas avaliações experi-

mentais sobre reconhecimento de predadores. No Capítulo 5 são apresentados

resultados e discussões referentes a detecção de predadores utilizando dife-

rentes técnicas de processamento de imagens e algoritmos de aprendizado de

máquina. Por �m, no Capítulo 6 são apresentadas as conclusões sobre este

projeto de mestrado.
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CAPÍTULO

2
Conceitos e Trabalhos Relacionados

Neste capítulo são apresentados os conceitos necessários para o entendi-

mento do desenvolvimento desse projeto de mestrado, como a aplicação da

visão computacional (processamento de imagens e aprendizado de máquina)

e a avaliação da performance de classi�cação, referendados pelos trabalhos

relacionados.

Este trabalho está voltado para a área de Visão Computacional, a qual,

dentre suas diversas �nalidades, visa o reconhecimento de objetos em ima-

gens e sua classi�cação (MARENGONI and Stringhini, 2009). Para isso, faz-se

uso de duas áreas principais: processamento de imagens e aprendizado de

máquina. Ambas serão descritas a seguir.

2.1 Processamento de Imagens

Para fazer o reconhecimento de objetos nas imagens de maneira e�ciente

pelos algoritmos de aprendizado de máquina, as imagens precisam passar por

um processo de "limpeza” para eliminar ruídos e informações não relevantes,

i.e, ocultam-se ou ressaltam-se padrões, ou ainda padronizam-se as imagens

(FREITAS, R. P. da S. , 2016; SZELISKI, 2010). Essa limpeza é realizada por

�ltros de forma a melhor separar as partes de interesse. O resultado do pro-

cessamento de imagem é outra imagem, porém, com características relevantes

ressaltadas para que se possam extrair características mais discriminativas

da imagem e consequentemente aumentar a performance de classi�cação de

algoritmo de aprendizado de máquina. Existem inúmeras técnicas de pro-

cessamento de imagens que podem ser aplicadas (DAVIES, 2017; SZELISKI,

2010).
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Os conceitos que estão nas subseções a seguir são utilizados com o objetivo

de extrair características mais discriminativas da imagem.

2.1.1 Conversão em Escala de Cinza

Vale ressaltar que uma vez lida a imagem em formato vermelho, verde e

azul, do inglês Red, Green and Blue (RGB), esta pode ser convertida em es-

cala de cinza, criando assim um vetor com um único canal para a imagem

de saída. A conversão clássica de imagens RGB para escala de cinza é feita

utilizando a média ponderada considerando a luminosidade de cada cor, onde

cada cor é mais sensível que outra para os olhos humanos (MENEZES, 2010),

a conversão é feita através da Equação 2.1 em cada pixel.

Grayscale= ( 3;0� R)+ ( 59;0� G)+ ( 11;0� B) (2.1)

Entretanto, vale ressaltar que uma média simples já é o su�ciente:

Grayscale= ( R+ G+ B)=3 (2.2)

Em uma imagem em tons de cinza, os pixels podem assumir valores entre

zero, cor negra, até 255 na cor branca. O exemplo da Figura 2.1 (a) apresenta

a imagem colorida e a imagem da Figura 2.1 (b) apresenta a imagem convertida

para escala de cinza.

Figura 2.1: (a) Imagem original e (b) imagem após aplicação da conversão em
tons de cinza

(a) (b)

Fonte: Autoria própria.
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2.1.2 Equalização de Histograma

A equalização de histograma é um método que ajusta a intensidade de

realce do contraste da imagem, exemplo na Figura 2.2. O contraste de uma

imagem é uma medida do espalhamento dos níveis de intensidade que nela

ocorrem (CROSTA, 1999).

Figura 2.2: (a) Imagem tons de cinza e (b) imagem após aplicação da equaliza-
ção de histograma

(a) (b)

Fonte: Autoria própria.

A aplicação da equalização de histograma é feita com o mapeamento da

distribuição dos pixels inicial da imagem e após este mapeamento é modi�cado

para outra distribuição de forma mais uniforme dos valores de intensidade dos

pixels.

2.1.3 Suavização

A suavização é uma operação de processamento de imagem utilizada prin-

cipalmente para reduzir ruído, utilizando-se um �ltro (CROSTA, 1999). O �ltro

Gaussiano pode ser aplicado, convocando cada ponto da imagem de entrada

com kernel gaussiano e após isto são somados todos eles para produzir a ima-

gem de saída. Na Figura 2.3 é apresentada uma ilustração do resultado da

aplicação do kernel gaussiano em uma imagem.

No processo de suavização, as imagens são modi�cadas de maneira que

reduza a variação da distribuição das cores. Este processo é importante para

o aprendizado de máquina, pois melhora a captura dos padrões importantes,

deixando de aprender os ruídos que foram retirados (CATRO and FERRARI,

2016).
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Figura 2.3: (a) Imagem com equalização de histograma e (b) imagem após
aplicação do kernel gaussiano

(a) (b)

Fonte: Autoria própria.

2.1.4 Técnica de Canny

O algoritmo de Canny é utilizado para detectar bordas em três etapas

(SILVA, J. F. C. et al., 2004):

1. Filtragem: reduz os ruídos presentes na imagem;

2. Realce: calcula magnitude do gradiente;

3. Limiarização: determina quais bordas serão consideradas, pois não é

possível saber o valor máximo da magnitude do gradiente que realmente

corresponde a uma borda.

Na Figura 2.4 é apresentada a imagem antes e depois de aplicar a técnica

de Canny.

2.1.5 Pontos de Interesse

Os pontos de interesse são pontos com localizações bem de�nidas e que es-

tão associados às variações de propriedades como, intensidade, cor e textura

na imagem. Tais pontos possuem um grande potencial para serem caracterís-

ticas discriminativas da imagem (NOVAIS, 2016). Além disso, SILVA, F. A. et

al. (2013), o propósito dos descritores é que sejam invariantes, a localização,

escala, orientação, ou distorções, como borramentos e alterações de ilumina-

ção.

A extração dos pontos de interesse possui dois aspectos distintos: detecção

dos pontos e descrição dos pontos. A detecção é responsável por identi�car
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Figura 2.4: (a) Imagem original e (b) imagem após a aplicação da técnica de
Canny

(a) (b)

Fonte: Autoria própria.

os locais de interesse de acordo com as variações de propriedades apresenta-

das acima. Em seguida, é necessário computar uma descrição do ponto de

interesse (um vetor de características do ponto).

Os algoritmos de extração de pontos de interesse são divididos em três

grupos: os de detecção dos pontos, os de descrição dos pontos, e os que fazem

ambos, extraem os pontos e os descritores dos mesmos. Exemplos de técnicas

em cada um desses grupos são:

1. Detectores: FAST, STAR, MSER, GFTT;

2. Descritores: BRIEF;

3. Detectores e Descritores: ORB, KAZE, SIFT, SURF;

O algoritmo Oriented FAST and Rotated BRIEF (ORB), é uma fusão do de-

tector Features from Accelerated Segment Test (FAST) com o descritor Binary

Robust Independent Elementary Features (BRIEF). O algoritmo FAST encon-

tra pontos notáveis, que são candidatos a pontos de interesse (SANTANA, B.

A. S. et al., 2015) e o algoritmo BRIEF computa os descritores de pontos de

interesse. Após isso, é aplicado um �ltro de cantos Harris para separar os

melhores pontos de interesse.

Outros dois algoritmos detectores e descritores frequentemente utilizados

na literatura são o Scale Invariant Features transform (SIFT) e o Speeded Up

Robust Features (SURF). No algoritmo (SIFT) os descritores possuem 128 di-

mensões para descrever uma característica. O algoritmo (SURF) é um algo-

ritmo baseado no SIFT, porém, os descritores do SURF possuem 64 dimensões

para descrever uma característica local na imagem.
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Na Figura 2.5 são apresentados exemplos de aplicação do algoritmo SURF

em uma imagem original, na versão segmentada da imagem original e na ima-

gem original, com aplicação da técnica de Canny. Pode-se observar que di-

ferentes pontos de interesse podem ser gerados de acordo com as diferentes

características localizadas nas imagens.

2.2 Representação Estruturada das Imagens

Para que se possam aplicar os algoritmos de aprendizado de máquina ou

para fazer algum tipo de processamento nas imagens, é necessário representar

as imagens em um formato estruturado. A leitura de uma imagem pode gerar

uma representação matricial ou tensorial desta imagem. No caso de imagens

branco e preto, ou escalas de cinza, é gerada uma matriz em que cada célula

da matriz (pixel), possui o valor 0 ou 1 ou um valor de 0 a 255 para imagens

em escala de cinza. Já na leitura considerando um padrão RGB para imagens

coloridas, cada pixel é representado por um vetor, o qual contém valores de 0

a 255 para os canais R, G ou B, gerando assim uma representação em formato

de tensor. Na Figura 2.6 é apresentada a ilustração da representação do pixel,

vetor e imagem. Neste trabalho, cada imagem i será denotada por um vetor x i .

Cada posição do vetor conterá um valor numérico para um determinado tipo

de atributo. Diferentes atributos podem ser utilizados para representar uma

imagem. Numa das representações mais comuns, cada dimensão k do vetor

representa um pixel na posição k da imagem, sendo que cada pixel é composto

pelos valores de R ( red ), G (green ) e B (blue ) que compõem a cor do respectivo

pixel .

A seguir são descritas as representações de imagens consideradas no de-

senvolvimento deste trabalho.

2.2.1 Histograma de Cores

Uma imagem também pode ser representada por histogramas de cores ao

invés dos pixels individuais. O histograma quanti�ca a incidência de cada cor,

de faixas de cores, ou ainda de faixas de luminosidade na imagem (SZELISKI,

2010).

O histograma é uma representação que pode ser visualizada no formato

grá�co, é uma representação grá�ca de distribuição de intensidade das cores

na imagem e que pode ser usado como vetor de características para os algorit-

mos de aprendizado de máquina, já que imagens de diferentes categorias irão

apresentar diferentes histogramas. O histograma de cores no espaço de cores

RGB, são amplamente utilizados para imagens digitais. Na Figura 2.7 é apre-

sentado um exemplo de histograma para tons de vermelho de duas imagens:
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Figura 2.5: Exemplos de aplicação do SURF na imagem original (a), imagem
segmentada (b) e imagem com a técnica de Canny

(a)

(b)

(c)

Fonte: autoria própria.
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Figura 2.6: Ilustração da representação do pixel, vetor e imagem

Fonte: Autoria própria.

uma contendo um pássaro da espécie Cardial do Norte ( Northern Cardinal ) e

outra contendo um esquilo. Já na Figura 2.8 tem o exemplo de como pode ser

representado o histograma de cores RGB de uma imagem .

Figura 2.7: Exemplo de um histograma para a cor vermelha para diferentes
animais.

Fonte: GRANDIS (2012).

A representação por histograma é uma forma de analisar o antes e depois

de aplicar o processamento de imagem visto na Seção 2.1. Na �gura 2.9, estão
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Figura 2.8: Imagem original (a) e o histograma colorido da imagem (b)

(a) (b)

Fonte: Autoria própria.

exemplos de representação do antes e depois do processamento de imagem

com a equalização de histograma (apresentado na Seção 2.1.2).

2.2.2 Bag of Visual Words

Os descritores das imagens podem ser combinados de forma a gerar uma

representação estruturada da coleção de imagens. Uma forma comum de se

fazer isso é por meio da bag-of-visual-words (YANG and NEWSAM, 2010; XU

et al., 2009). A bag-of-visual-words é semelhante à bag-of-words utilizada na

Mineração de Textos, a diferença se dá pelo fato que as palavras visuais da

bag-of-visual-words são representadas pelos descritores dos pontos de inte-

resse semelhantes. Com isso, para gerar a bag-of-visual-words , roda-se um

algoritmo de agrupamento de dados, como o k-Means (TAN et al., 2005) ou

PLSA (HOFMANN, 1999), considerando todos os descritores dos pontos de in-

teresse extraídos de todas as imagens de um conjunto de dados. Cada grupo

representará uma palavra visual, e portanto, a dimensionalidade da represen-

tação se dará pelo número de grupos. Os valores das dimensões representam

o número de descritores de uma imagem que foram atribuídos aos respectivos

grupos. Na Figura 2.10 é apresentado o método da bag-of-visual-words .

2.3 Algoritmos de Aprendizado de Máquina

Para realizar a classi�cação automática, podem ser utilizados algoritmos

de aprendizado de máquina (AM). O objetivo dos algoritmos de aprendizado

de máquina é aprender, generalizar ou ainda extrair padrões ou caracterís-

ticas das classes das coleções, com base nos valores das características dos
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Figura 2.9: Histograma antes e depois de aplicar a equalização de histograma
na imagem em tons de cinza.

(a) Imagem tons de cinza (b) Imagem equalização de histograma

(c) histograma da imagem tons de cinza (d) histograma da imagem depois da equali-
zação

Fonte: Autoria própria.

exemplos e, dependendo do tipo do aprendizado, nos respectivos rótulos dos

exemplos (TAN et al., 2005). Se o aprendizado for do tipo indutivo, é induzido

um modelo de classi�cação, o qual será capaz de classi�car automaticamente

novos exemplos.

Neste trabalho serão considerados algoritmos de aprendizado indutivo su-

pervisionado, i.e, aprendem com base apenas em exemplos que possuem ró-

tulos. Foram estudados os algoritmos mais utilizados na classi�cação de ima-

gens: k -Nearest Neighbors (baseado em instâncias), Support Vector Machine

(estatístico).

2.3.1 k-Nearest Neighbors

O algoritmo k-Nearest Neighbor (k-NN) é um algoritmo baseado em instân-

cias, na qual a classi�cação é dada com base nas classes dos k vizinhos mais

próximos. Para isso, é necessário o cálculo de proximidades para a obtenção
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Figura 2.10: Exemplos de bag-of-visual-words

Fonte: (YANG, J. et al., 2007)

da vizinhança utilizando, por exemplo, as medidas de distância e similarida-

des apresentadas na Seção 2.5.

A função de classi�cação do k-NN pode ser ponderada ou não ponderada,

pela distância ou similaridade dos vizinhos mais próximos. No caso da classi�-

cação não ponderada, o voto para cada classe c j da coleção para a classi�cação

de um exemplo xi é dada por:

f (c j ;xi) = å
dk2N xi

k

yxi ;c j ; (2.3)

na qual yxi ;c j é igual a 1 se xi pertence à classe c j e 0 caso contrário, e N xi
k
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representa o conjunto dos k vizinhos mais próximos de xi .

Já ao utilizar o voto ponderado pela distância dos vizinhos, pode-se uti-

lizar a função apresentada na Equação 2.4 em caso do uso de medidas de

similaridade e a Equação 2.5 em caso de medidas de distância (TAN et al.,

2005).

f (c j ;xi) = å
dk2N xi

k

1
(1� sim(xi ;xk))

� yxi ;c j (2.4)

f (c j ;xi) = å
dk2N xi

k

1
(dist(xdi ;xd j ))

� yxi ;c j (2.5)

2.3.2 Support Vector Machines

O algoritmo Support Vector Machines (SVM) visa obter um hiperplano de

separação de margem máxima entre exemplos pertencentes a uma classe po-

sitiva (+1) e uma classe negativa (-1) (VAPNIK, 1998).

Portanto, O SVM induz hiperplanos paralelos H+
i e H �

i com máxima distân-

cia entre eles visando respeitar as seguintes restrições:

H+
i :

m

å
k= 1

wk � xi;k + b � 1� xxi se yxi = + 1 (2.6)

e

H �
i :

m

å
k= 1

wk � xi;k + b � � 1+ xxi se ydi = � 1; (2.7)

na qual w e b são parâmetros do hiperplano, e tal que xxi > 0 para todo exem-

plo do conjunto de treinamento. Com isso, pode-se otimizar os hiperplanos

mesmo que um exemplo positivo esteja do lado do hiperplano dos exemplos

negativos. Porém, um dos termos de otimização do SVM considera C(å n
i= 1 xxi ),

i.e, dependendo do valor do parâmetro C, os erros podem não ser aceitáveis.

2.3.3 Redes Neurais Convolucionais

Uma rede neural realiza o aprendizado por meio de uma estrutura compu-

tacional que visa simular o cérebro humano, i.e., uma estrutura de neurônios

e conexões entre eles. Basicamente, o aprendizado se dá ajustando os pesos

dos neurônios para produzirem uma saída desejada na rede (HAYKIN, 1999).

A rede neural pode possuir diferentes arquiteturas, as quais consistem em

de�nir blocos de neurônios organizados em diferentes camadas de forma a

otimizar o desempenho da rede neural em uma determinada tarefa. Recente-

mente, o conceito de aprendizado profundo, que combina camadas ocultas em
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