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RESUMO 1 

No avanço da agricultura vem surgindo métodos de avaliação de fenótipos com o auxílio 2 

do sensoriamento e com técnicas de aprendizagem de máquinas.  O objetivo do capítulo 3 

1 é classificar híbridos de milho em diferentes manejos de irrigação por meio de imagens 4 

multiespectrais buscando o melhor algoritmo de aprendizagem de máquinas para a 5 

classificação e o input que melhore o desempenho dos modelos. O objetivo do capítulo 2 6 

é encontrar o algoritmo de aprendizagem de máquinas mais acurado na classificação de 7 

híbridos de milho e determinar dados de entrada dos modelos que melhorem a 8 

performance dos algoritmos. O experimento foi implementado na área experimental da 9 

Universidade Federal de Mato Grosso do Sul no município de Chapadão do Sul, Brasil. 10 

Os híbridos de milho utilizados no experimento foram: H1 (AS 1868), H2 (DKB 360), 11 

H3 (FS 615 PWU), H4 (K 7510 VIP3), H5 (NK 520 VIP3), H6 (P 3858 PWU), H7 (SS 12 

182E VIP3) em dois manejos de irrigação (Irrigado e sequeiro). Após 60 dias de 13 

emergência da cultura foi utilizado o ARP Sensefly eBee RTK obtendo os comprimentos 14 

de onda (SB): Azul (475nm, B_475), verde (550 nm, G_550), vermelho (660 nm, R_660), 15 

borda do vermelho (735 nm, RE_735) e NIR (790 nm, NIR_790). Após obter os dados 16 

de SB foi possível a realização de cálculos de índices de vegetação (VIs). Os dados foram 17 

submetidos as análises de aprendizagem de máquina, testando seis algoritmos: Redes 18 

neurais artificiais (ANN), Árvores de decisão J48 (J48), REPTree (DT), Floresta aleatória 19 

(RF), Máquina de vetor suporte (SVM) e Regressão logística (RL) utilizado como padrão. 20 

Três métricas de acurácia foram utilizados buscando averiguar a acurácia dos algoritmos 21 

em classificar os híbridos de milho: classificações corretas (CC), coeficiente Kappa e F-22 

Score. Na classificação dos híbridos o algoritmo Redes Neurais Artificiais (ANN) foi o 23 

que apresentou melhor resultado. O melhor input foi bandas espectrais (SB) 24 

proporcionando melhor acurácia de classificação. Na classificação do manejo irrigado e 25 

sequeiro os melhores algoritmos foi ANN e RF, utilizando os inputs IVs e SB+IVs. 26 

 27 

Palavras-chave: Assinatura espectral; Inteligência computacional; Sensoriamento 28 

remoto.  29 
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ABSTRACT 1 

With the advancement of agriculture, methods for evaluating phenotypes have emerged 2 

with the aid of sensing and machine learning techniques. The objective of Chapter 1 is to 3 

classify maize hybrids in different irrigation managements through multispectral images, 4 

searching for the best machine learning algorithm for classification and input that 5 

improves the performance of the models. The objective of Chapter 2 is to find the most 6 

accurate machine learning algorithm in the classification of maize hybrids and to 7 

determine input data from the models that improve the performance of the algorithms. 8 

The experiment was implemented in the experimental area of the Federal University of 9 

Mato Grosso do Sul in the municipality of Chapadão do Sul, Brazil. The corn hybrids 10 

used in the experiment were: H1 (AS 1868), H2 (DKB 360), H3 (FS 615 PWU), H4 (K 11 

7510 VIP3), H5 (NK 520 VIP3), H6 (P 3858 PWU), H7 (SS 182E VIP3) in two irrigation 12 

managements (Irrigated and rainfed). After 60 days of culture emergence, the ARP 13 

Sensefly eBee RTK was used to obtain the wavelengths (SB): Blue (475nm, B_475), 14 

green (550 nm, G_550), red (660 nm, R_660), edge of red (735 nm, RE_735) and NIR 15 

(790 nm, NIR_790). After obtaining the SB data, it was possible to perform calculations 16 

of vegetation indices (VIs). The data were subjected to machine learning analysis, testing 17 

six algorithms: Artificial Neural Networks (ANN), J48 Decision Trees (J48), REPTree 18 

(DT), Random Forest (RF), Support Vector Machine (SVM) and Regression logistics 19 

(RL) used as default. Three accuracy metrics were used in order to ascertain the accuracy 20 

of the algorithms in classifying corn hybrids: correct classifications (CC), Kappa 21 

coefficient and F-Score. In the classification of hybrids, the Artificial Neural Networks 22 

(ANN) algorithm was the one that presented the best result. The best input was spectral 23 

bands (SB) providing better classification accuracy. In the classification of irrigated and 24 

rainfed management, the best algorithms were ANN and RF, using IVs and SB+IVs 25 

inputs. 26 

 27 

Keywords: Spectral signature; Computational intelligence; Remote sensing.  28 
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CAPÍTULO 1 - CLASSIFICAÇÃO DE MANEJO DE IRRIGAÇÃO EM 1 

HÍBRIDOS DE MILHO UTILIZANDO SENSOR MULTIESPECTRAL E 2 

APRENDIZAGEM DE MÁQUINAS 3 

 4 

RESUMO 5 

O uso de sensores multiespectrais associados a análises de aprendizagem de máquinas 6 

tem se mostrado cada vez mais eficiente na classificação de diferentes características 7 

morfofisiológicas. A hipótese deste estudo é que plantas que sejam submetidas a 8 

diferentes manejos de irrigação apresentem comportamento espectral diferente, 9 

possibilitando sua classificação por meio de modelagens de aprendizagem de máquinas. 10 

Assim, o objetivo deste trabalho é classificar híbridos de milho em diferentes manejos de 11 

irrigação por meio de imagens multiespectrais buscando o melhor algoritmo de 12 

aprendizagem de máquinas para a classificação e o input que melhore o desempenho dos 13 

modelos. O experimento foi conduzido na área experimental da Universidade Federal de 14 

Mato Grosso do Sul, no município de Chapadão do Sul – MS, onde sete híbridos: H1 (AS 15 

1868), H2 (DKB 360), H3 (FS 615 PWU), H4 (K 7510 VIP3), H5 (NK 520 VIP3), H6 16 

(P 3858 PWU), H7 (SS 182E VIP3) foram submetidos a diferentes manejos de irrigação 17 

e sem irrigação. Aos 60 dias após a emergência da cultura foram coletadas as bandas azul 18 

(475nm, B_475), verde (550 nm, G_550), vermelho (660 nm, R_660), borda do vermelho 19 

(735 nm, RE_735) e NIR (790 nm, NIR_790) utilizando o Sensefly eBee RTK (Aeronave 20 

Remotamente Pilotada) de asa fixa equipada com um sensor multiespectral Parrot 21 

Sequoia associado a tecnologia RTK (Real Time Kinematics). Através dos dados de 22 

bandas coletados, foi utilizado o programa de sistemas de informações geografias ESRI 23 

ArcGIS 10.5. para calcular 41 índices de vegetação (IVs). Os dados foram analisados 24 

através de aprendizagem de máquina, testando seis algoritmos: Regressão logística (RL), 25 

REPTree (DT), Árvores de decisão J48 (J48), Floresta aleatória (RF), Redes neurais 26 

artificiais (ANN) e Máquina de vetor suporte (SVM). Três métricas de acurácia foram 27 

utilizados buscando avaliar os algoritmos na classificação dos manejos de irrigação: 28 

classificações corretas (CC), coeficiente Kappa e F-Score. Os algoritmos ANN e RF 29 

apresentaram melhor acurácia na classificação dos híbridos de milho quando ao manejo 30 

de irrigação. IVs e SB+IVs proporcionaram melhor desempenho aos algoritmos. 31 

 32 

Palavras-chave: Floresta Aleatória, Índices de Vegetação, Redes Neurais Artificiais.  33 

 34 
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CLASSIFICATION OF IRRIGATION MANAGEMENT IN CORN HYBRIDS 1 

USING MULTISPECTRAL SENSOR AND MACHINE LEARNING 2 

 3 

ABSTRACT 4 

The use of multispectral sensors associated with machine learning analysis has proven to 5 

be increasingly efficient in classifying different morphophysiological characteristics. The 6 

hypothesis of this work is that plants that are submitted to different irrigation 7 

managements present different spectral behavior, allowing their classification through 8 

machine learning modeling. Thus, the objective of this work is to classify maize hybrids 9 

in different irrigation managements using multispectral images, seeking the best machine 10 

learning algorithm for classification and input that improves the performance of the 11 

models. The experiment was carried out in the experimental area of the Federal University 12 

of Mato Grosso do Sul, in the municipality of Chapadão do Sul - MS, where seven 13 

hybrids: H1 (AS 1868), H2 (DKB 360), H3 (FS 615 PWU), H4 (K 7510 VIP3), H5 (NK 14 

520 VIP3), H6 (P 3858 PWU), H7 (SS 182E VIP3) were subjected to irrigation and non-15 

irrigation management. At 60 days after emergence of the culture, the blue (475nm, 16 

B_475), green (550 nm, G_550), red (660 nm, R_660), red border (735 nm, RE_735) and 17 

NIR (790 nm, NIR_790) using the Sensefly eBee RTK (Remotely Piloted Aircraft) fixed 18 

wing equipped with a Parrot Sequoia multispectral sensor associated with RTK (Real 19 

Time Kinematics) technology. Through the collected band data, the ESRI ArcGIS 10.5 20 

geographic information system program was used to calculate 41 vegetation indices 21 

(VIs). Data were analyzed using machine learning, testing six algorithms: Logistic 22 

Regression (RL), REPTree (DT), J48 Decision Trees (J48), Random Forest (RF), 23 

Artificial Neural Networks (ANN) and Support Vector Machine (SVM). Three accuracy 24 

metrics were used seeking to evaluate the algorithms in the classification of irrigation 25 

management: correct classifications (CC), Kappa coefficient and F-Score. The ANN and 26 

RF algorithms showed better accuracy in the classification of corn hybrids in terms of 27 

irrigation management. IVs and SB+IVs provided better performance to the algorithms. 28 

 29 

Keywords: Random Forest, Vegetation Indices, Artificial Neural Networks. 30 

 31 

 32 

 33 

 34 
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1. INTRODUÇÃO 1 

As técnicas mais usadas na fenotipagem apresentam falhas devido ao alto custo, 2 

grande dependência de mão de obra e demora nos processos de avaliação 3 

(AMPATZIDIS; PARTEL, 2019). Desta forma, utilizar plataformas de mensuração de 4 

resposta imediata sobre o estado da cultura pode auxiliar a coleta de informações sobre o 5 

fenótipo, contribuindo com melhoramento de plantas (BANERJEE et al., 2020). As 6 

folhas são as principais vias sinalizadoras de alterações bioquímicas, apresentando 7 

rápidas respostas sobre o estado fisiológico e sanitário das plantas (ZHANG et al., 2023).  8 

O sensoriamento remoto possibilita por meio da refletância das folhas, fornecer 9 

informações que podem ser relacionadas com a composição química, estrutura celular e 10 

propriedades metabólicas das plantas por meio de diagnósticos prévios e de forma não 11 

destrutiva (KOVAR et al., 2019; WU et al., 2019). A adoção de sensores multiespectrais 12 

na coleta de tais informações, possibilita que haja maior frequência nas avaliações, 13 

viabilizando a obtenção de dados durante todo o ciclo da cultura (XIE; YANG, 2020). 14 

A condição hídrica das plantas causa diversas alterações morfofisiológicas no 15 

milho (Zea mays L.), interferindo na eficiência fotossintética e nos seus parâmetros 16 

produtivos (SAH et al., 2020). Bandas espectrais e modelos matemáticos baseado em tais 17 

bandas, denominados índices de vegetação (IVs), são sensíveis em detectar informações 18 

relacionáveis a mudanças celulares que são dependentes da água, como o ajuste osmótico 19 

celular, podendo fornecer informações da condição hídrica celular em diferentes níveis 20 

de irrigação (LI et al., 2022; JAVORNIK et al., 2023).  21 

As abordagens por meio de análises de dados tradicionais não se apresentam 22 

eficientes em comparação aos modelos proporcionados pela aprendizagem de máquina 23 

(ML) onde diversos trabalhos demonstram sua alta capacidade em combinar 24 

características numéricas e extrair as informações sobre os fenótipos (SPIŠIĆ et al., 25 

2022). Desta forma, tais algoritmos como as redes neurais estão sendo aplicados para a 26 

classificação de genótipos e fenótipos (MAXWELL et al., 2018). 27 

A hipótese desse trabalho é que plantas que sejam submetidas a diferentes manejos 28 

de irrigação apresentem comportamento espectral diferente, possibilitando sua 29 

classificação por meio de modelagens de aprendizagem de máquinas. Assim, o objetivo 30 

deste trabalho é classificar híbridos de milho em diferentes manejos de irrigação por meio 31 

de imagens multiespectrais buscando o melhor algoritmo de aprendizagem de máquinas 32 

para a classificação e o input que melhore o desempenho dos modelos. 33 

 34 
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2. MATERIAL E MÉTODOS 1 

O experimento foi conduzido na área experimental da Universidade Federal de 2 

Mato Grosso do Sul, no município de Chapadão do Sul - MS, sob as coordenadas 3 

geográficas, 18°41’33’’de latitude Sul; 52°40’45’’ de longitude Oeste e altitude média de 4 

810 m. O solo da área foi caracterizado como Latossolo Vermelho Distrófico (SANTOS 5 

et al., 2018) argiloso (48% de argila). Texturas e características químicas do solo 6 

apresentadas na tabela 1. 7 

 8 

Tabela 1. Características químicas e físico-hídricas do solo da área experimental.  9 

Camada pH1 Al3+ 

Ca2 

+ 

Mg2 

P K2 SB² CTC3 CC4 MO5 V6 Areia Silte Argila 

m cmolc dm-3 g dm-3 % g kg   

0,0 – 0,20 6,2 0.0 4,31 41,3 0.2 2,3 5,1 0,413 19,7 45.0  515  25 460  

¹pH = potencial hidrogeniônico em água; ²SB= soma de bases; 3CTC= Capacidade de 10 

Troca Catiônica; 4CC = Umidade na capacidade de campo ao potencial mátrico; 5MO = 11 

Matéria orgânica; 6V= Saturação por bases. 12 

 13 

O clima da região é definido Tropical Savana (Aw), segundo a classificação de 14 

Koppen. Para o bom desenvolvimento do milho é preciso uma precipitação próxima de 15 

500 mm (MONFREDA et al., 2008) que não foi atingida durante o período de cultivo 16 

como demonstrado na Figura 1 (373.5 mm). Dessa forma foi necessária uma 17 

complementação com a irrigação, evitando estresse hídrico no período vegetativo e 18 

enchimento de grãos (HANJRA & QURESHI, 2010). 19 

 20 
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 1 

Figura 1. Balanço hídrico sequeiro no decorrer da segunda safra 2021/2022. 2 

 3 

 4 

Figura 2. Balanço hídrico irrigado no decorrer da segunda safra 2021/2022. 5 

 6 

O experimento foi conduzido em esquema de faixas com sete híbridos: H1 (AS 7 

1868), H2 (DKB 360), H3 (FS 615 PWU), H4 (K 7510 VIP3), H5 (NK 520 VIP3), H6 8 

(P 3858 PWU), H7 (SS 182E VIP3) submetidos a manejos irrigado e sequeiro. Para a 9 

irrigação utilizou-se a aspersão convencional, posicionando os aspersores a cada 12 m, 10 
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deste modo realizando uma faixa irrigada passando sobre todos os híbridos com largura 1 

de 18 m. O método utilizado foi o de Penman-Monteith-FAO, utilizando dados de uma 2 

estação meteorológica automática do Instituto Nacional de Meteorologia (INMET), com 3 

100% de reposição da Evapotranspiração da cultura – ETc, toda vez que o balanço de 4 

água do solo aproximava-se do limite inferior da Capacidade Real de Água do Solo-CRA, 5 

conforme Allen et al. (1998). 6 

Foi utilizado o método convencional para o preparo de solo (aração e gradagem 7 

niveladora). Os híbridos foram semeados por meio de semeadora-adubadora, com 8 

mecanismo sulcador tipo haste para a disposição do fertilizante, e mecanismo sulcador 9 

tipo duplo desencontrado para a semente, posicionada a uma profundidade de 10 

aproximadamente 3 cm, com espaçamento de 0,45 m, com média de 2,65 plantas por 11 

metro, no dia 25/02/2022. Foram diagramadas parcelas de 18,62 m2 (3,8 m x 4,9 m). A 12 

adubação de base foi realizada no sulco aplicando 200 kg ha-1 de fosfato monoamônico 13 

(MAP) do formulado 11-52-00. A adubação de cobertura ocorreu no estádio V4 (milho 14 

com quatro folhas totalmente desenvolvidas) com a dose de 150 kg ha-1 de Ureia 45% de 15 

N. 16 

Aos 60 dias após a emergência da cultura, momento de florescimento pleno onde 17 

o milho atinge o seu maior pico de absorção de nutrientes e de atividade fotossintética, 18 

foi realizado um voo às 09:00 da manhã, com céu limpo de nuvens, a uma altitude de 100 19 

e resolução espacial de 0.10 m utilizando o Sensefly eBee RTK (Aeronave Remotamente 20 

Pilotada) de asa fixa. A ARP foi equipada com um sensor multiespectral Parrot Sequoia 21 

que associado a tecnologia RTK (Real Time Kinematics) permite o posicionamento do 22 

sensor no local estipulado para coleta da imagem com uma acurácia de 2,5 cm. O 23 

programa Pix4Dmapper foi utilizado para mosaicagem e ortorretificação das imagens. 24 

O Parrot Sequoia contém uma superfície refletiva para calibração radiométrica 25 

fornecida pelo fabricante e um sensor de luminosidade para calibração de valores 26 

adquiridos. As bandas coletadas pelo sensor são: azul (475nm, B_475), verde (550 nm, 27 

G_550), vermelho (660 nm, R_660), borda do vermelho (735 nm, RE_735) e NIR (790 28 

nm, NIR_790). Através dos dados de bandas coletados na área, foi utilizado o programa 29 

de sistemas de informações geografias ESRI ArcGIS 10.5. para calcular 41 índices de 30 

vegetação (IVs) utilizando desde as razões simples entre as bandas até cálculos com 31 

diferentes configurações que possibilitam correção de problemas atmosféricos ou 32 

suavizar influência do solo (SILVA et al., 2020; RAMOS et al., 2020). 33 
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Após a coleta, os dados foram analisados utilizando o programa Weka 3.8.5 que 1 

forneceu os algoritmos de aprendizagem de máquina que foram testados (Tabela 2). 2 

Foram utilizadas arquiteturas padrões do programa para cada algoritmo.  RL foi utilizado 3 

como padrão, em que se busca melhores desempenhos dos algoritmos quando 4 

comparados a ele. A classificação dos híbridos foi realizada por meio de validação 5 

cruzada estratificada com k-fold = 10 e dez repetições (100 execuções para cada modelo).  6 

 7 

Tabela 2. Relação dos modelos de aprendizagem de máquinas utilizados na classificação. 8 

Sigla Modelo de aprendizagem de máquinas Referência 

RL Regressão logística 
(ŠTEPANOVSKÝ et al., 

2017) 

DT REPTree (SNOUSY et al., 2011) 

J48 Árvores de decisão J48 (QUINLAN, 1993) 

RF Floresta aleatória (BELGIU; DRĂGUŢ, 2016) 

ANN Redes neurais artificiais 
(EGMONT-PETERSEN; DE 

RIDDER; HANDELS, 2002) 

SVM Máquina de vetor suporte 
(NALEPA; KAWULOK, 

2019) 

 9 

Foram utilizados três métricas de acurácia para avaliar o desempenho dos 10 

algoritmos em classificar os diferentes manejos de irrigação: classificação correta (CC), 11 

coeficiente kappa e F-Score. Foram utilizados os pacotes ggplot2 e ExpDes.pt do software 12 

R para elaborar as análises e gráficos (TEAM, 2013). 13 

 14 

3. RESULTADOS 15 

Na Figura 3 é apresentada a refletância dos híbridos em seus diferentes manejos, 16 

sob os diferentes comprimentos de onda. Os híbridos cultivados em sequeiro obtiveram 17 

maior refletância nos comprimentos de onda R_660 e NIR_790. Nos comprimentos de 18 

ondas B_475, G_550 e RE_735 não houve diferença entre os manejos. 19 

 20 

 21 
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 1 

Figura 3.  Boxplot para as médias de reflectância nos comprimentos de onda azul (B, 475 2 

nm), verde (G, 550 nm), vermelho (R, 660 nm), borda do vermelho (RE, 735 nm) e NIR 3 

(790 nm) em milho sob manejo de irrigação e sequeiro.  4 

As médias seguidas pelas mesmas letras para as diferentes entradas de manejos de irrigação não diferem 5 

pelo teste t a 5% de probabilidade. 6 

Houve interação significativa entre os algoritmos de aprendizagem de máquina 7 

(ML) e os inputs testados. Através da métrica de acurácia classificação correta (CC) é 8 

observado que os melhores algoritmos foram ANN nos diferentes inputs e RF ao utilizar 9 

IVs e SB+IVs (Figura 4). Não houve diferença estatística entre os inputs para RL. Os 10 

demais algoritmos apresentaram melhor desempenho com os inputs IVs e SB+IVs. 11 

 12 
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 1 

Figura 4. Boxplot para porcentagem de classificação correta (CC) considerando a 2 

interação significativa entre os algoritmos de ML e as entradas testadas.  3 

Médias seguidas pelas mesmas letras maiúsculas para as diferentes entradas e mesmas letras minúsculas 4 

para os diferentes algoritmos de ML não diferem pelo teste Scott-Knott a 5% de probabilidade. 5 

 6 

Observando a métrica F-Score, o algoritmo que melhor classificou entre os inputs 7 

foi ANN (Figura 5). RF se igualou estatisticamente ao se utilizar os inputs IVs e SB+IVs. 8 

Para o algoritmo RL todos os inputs proporcionaram a mesma acurácia. Para os outros 9 

modelos os melhores inputs para a classificação foram IVs e SB+IVs. Para o algoritmo 10 

RL não houve diferença entre os inputs.  11 

 12 
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 1 

Figura 5. Boxplot para F-Score considerando a interação significativa entre os algoritmos 2 

de ML e as entradas testadas.  3 

Médias seguidas pelas mesmas letras maiúsculas para as diferentes entradas e mesmas letras minúsculas 4 

para os diferentes algoritmos de ML não diferem pelo teste Scott-Knott a 5% de probabilidade. 5 

 6 

Ao avaliar os modelos de aprendizagem de maquina através da métrica de acurácia 7 

Kappa, foi possível averiguar que o melhor algoritmo de classificação foi ANN, 8 

indiferente os inputs (Figura 6). Não houve diferença entre ANN e RF quando utilizado 9 

IVs e SB+IVs. Não houve diferença estatística entre os inputs para RL. IVs e SB+IVs 10 

foram os melhores inputs para os demais algoritmos. 11 

 12 
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 1 

Figura 6. Boxplot para coeficiente Kappa considerando a interação significativa entre os 2 

algoritmos de ML e as entradas testadas.  3 

Médias seguidas pelas mesmas letras maiúsculas para as diferentes entradas e mesmas letras minúsculas 4 

para os diferentes algoritmos de ML não diferem pelo teste Scott-Knott a 5% de probabilidade. 5 

 6 

É possível verificar que as métricas utilizadas para avaliar os algoritmos 7 

obtiveram os mesmos resultados estatisticamente, reafirmando que os melhores modelos 8 

para classificação foram ANN e RF, e os melhores inputs foram IVs e SB+IVs. 9 

  10 

4. DISCUSSÃO 11 

 A falta de água submete as plantas a estresse abiótico tanto pelo déficit hídrico 12 

quanto pelo estresse térmico que afeta negativamente o crescimento e a produtividade das 13 

culturas, especialmente o milho (BHEEMANAHALLI et al., 2022). Utilizar o 14 
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sensoriamento remoto na detecção de problemas hídricos enfrentados pelo milho permite 1 

obter informações precisas sobre a condição da cultura com ela ainda a campo 2 

(DEVARAJ NAIK; UDAYAKUMAR, 2021). A principal diferença espectral entre os 3 

híbridos de milho submetidos a irrigação e condições de sequeiro está no comprimento 4 

de onda 660 nm e 790 nm, em que apresentaram menor fator de reflectância quando 5 

irrigado. Essa faixa do espectro fornece informações associáveis com plantas saudáveis 6 

ou estressadas (SUN et al., 2021). 7 

Ao analisarmos a Figura 1 que representa o balanço hídrico de sequeiro da cultura 8 

do milho, percebemos claramente que houve um período de veranico intenso 9 

compreendidos entre os dias 56 e 105 após plantio. Nesse período, a cultura sofreu 10 

estresse por falta de água severo e essa condição reflete na fisiologia da cultura 11 

(BHEEMANAHALLI et al., 2022). Ao compararmos o balanço hídrico das culturas de 12 

sequeiro (Figura 1) e irrigado (Figura 2), percebemos que há uma diferença na condição 13 

hídrica da cultura, principalmente no período entre 50 e 105 dias após plantio. Neste 14 

estádio de desenvolvimento da cultura, o milho irrigado estava com condição hídrica 15 

ótima, enquanto que as plantas de sequeiro apresentavam condição totalmente inversa. 16 

Embora a região do VIS não forneça informações diretamente relacionáveis com 17 

a condição hídrica das plantas, os comprimentos de onda desta região podem de forma 18 

indireta fornecer informações sobre o estado hídrico da planta por meio da atividade 19 

irregular dos pigmentos foliares causado pela desidratação (EL-HENDAWY et al., 2019 20 

VESCOVO et al., 2012). Plantas saudáveis possuem alta absorção no comprimento de 21 

onda vermelho pela clorofila indicando alta atividade fotossintética influenciada pela 22 

adequada quantidade de água fornecida para a planta (WASONGA et al., 2021).  23 

A reflectância da região de 790 nm correspondente ao NIR pode ser fortemente 24 

relacionada a estrutura interna da folha como os espaços aéreos intracelulares, cutícula, 25 

mesofilo que estão altamente conexos com o estado hídrico em que a planta se encontra. 26 

A condição hídrica em que a planta é submetida influencia em alterações bioquímicas e 27 

biofísicas das plantas, podendo ser detectada por alterações sofridas na clorofila medidas 28 

por comprimentos de onda do espectro VIS/NIR (400-790 nm) (EL-HENDAWY et al., 29 

2019). 30 

É observável também a distinção da assinatura espectral dos híbridos irrigados e 31 

não irrigados. Observando que a maior distinção ocorre no comprimento de onda 660 nm 32 

e uma maior diferença em 790 nm. As condições ambientais e de manejo em que as 33 

plantas são submetidas influencia na expressão de seu fenótipo. O comportamento 34 
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espectral está estreitamente relacionado com as diferentes características apresentadas 1 

pela planta permitindo a exploração indireta de diferentes parâmetros fisiológicos e 2 

agronômicos expressados por plantas saudáveis ou estressadas (EL-HENDAWY et al., 3 

2019). 4 

Em busca de amenizar efeitos negativos causados pelo pouco fornecimento de 5 

água a planta, o milho desenvolve mecanismos fisiológicos para mitigação ao estresse, 6 

gerando alterações fenotípicas como mudança na cor e na textura das folhas (ZHUANG 7 

et al., 2017). Dessa forma pode-se afirmar que alterações fenotípicas no milho são 8 

causadas devido a problemas hídricos enfrentados pela planta que por meio dos dados 9 

espectrais aplicados a técnicas de aprendizagem de máquinas possibilita classificar 10 

híbridos de milho (AN et al., 2019). O aprendizado de máquina aliado a técnicas de 11 

obtenção de dados espectrais vem sendo amplamente utilizadas em pesquisas de 12 

alterações fenotípicas advindas de estresse abiótico de culturas (CHEMURA et al., 2018; 13 

NAIK et al., 2017). Dentre os algoritmos de aprendizagem de máquinas, ANN e RF 14 

apresentaram melhores acurácias na classificação dos híbridos quanto ao manejo de 15 

irrigação. A ANN é um tipo de técnica robusta para descomplicar relações não lineares 16 

entre os caracteres submetidos de entrada e de saída das modelagens (SAFA et al., 2019) 17 

contornando problemas com diferentes parâmetros sobre a produtividade do milho 18 

forrageiro apresentando eficácia em prever tal parâmetro (SEPEHRI; ABBASI; 19 

NAKHJAVANIMOGHADDAM, 2019). O RF possui eficiência em lidar com quantidade 20 

elevada de dados que não se ajustam a distribuição normal (LÓPEZ-CALDERÓN et al., 21 

2020), apresentando eficiência em modelagens de aprendizagem de máquinas utilizando 22 

predição de produtividade de milho sob manejos de irrigação (BAIO et al., 2022). 23 

Buscando melhorar a performance dos algoritmos, distintos inputs espectrais 24 

foram testados. IVs e SB+IVs proporcionaram melhores acurácias para ANN e RF.  25 

Ramos et al. (2020), comprovaram melhoria no desempenho de RF em prever a 26 

produtividade do milho utilizando IVs. Os VIs são cálculos matemáticos utilizados no 27 

sensoriamento remoto relacionado com processos fisiológicos de híbridos de milho 28 

baseado nos comprimentos de onda que são refletidos (ADAK et al., 2021). Como já 29 

mencionado, plantas de milho que sofrem com estresse hídrico passam por alterações 30 

biológicas e fisiológicas afetando a refletância espectral podendo ser mais perceptível 31 

quando utilizado IVs (NIU et al., 2021). 32 

A utilização de dados espectrais associados a modelos de aprendizagem e 33 

máquinas com o objetivo de classificação de culturas quanto a condição hídrica é recente, 34 
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em que nas condições em que o estudo foi desenvolvido, os algoritmos ANN e RF 1 

apresentaram melhor desempenho especialmente quando IVs constituíram os inputs 2 

utilizados. A utilização de dados hiperespectrais e níveis de diferentes de irrigação pode 3 

proporcionar informações mais detalhadas sobre o comportamento espectral dos híbridos 4 

de milho.  5 

 6 

5. CONCLUSÃO 7 

Os diferentes manejos de irrigação apresentaram comportamentos diferentes em 8 

suas informações espectrais. Em que os algoritmos ANN e RF apresentaram melhor 9 

acurácia na classificação dos híbridos de milho quando ao manejo de irrigação. IVs e 10 

SB+IVs proporcionaram melhor desempenho aos algoritmos.  11 

 12 
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CAPITULO 2: CLASSIFICAÇÃO DE HÍBRIDOS DE MILHO UTILIZANDO 1 

SENSOR MULTIESPECTRAL E APRENDIZAGEM DE MÁQUINA 2 

 3 

RESUMO 4 

Novas técnicas de avaliação de fenótipos em culturas agrícolas vêm sendo desenvolvidas 5 

com o auxílio do sensoriamento e com técnicas de aprendizagem de máquinas.  O objetivo 6 

deste trabalho é encontrar o algoritmo de aprendizagem de máquinas mais acurado na 7 

classificação de híbridos de milho e determinar dados de entrada dos modelos que 8 

melhorem a performance dos algoritmos. O experimento foi implementado na área 9 

experimental da Universidade Federal de Mato Grosso do Sul no município de Chapadão 10 

do Sul, Brasil. Os híbridos de milho utilizados no experimento foram: H1 (AS 1868), H2 11 

(DKB 360), H3 (FS 615 PWU), H4 (K 7510 VIP3), H5 (NK 520 VIP3), H6 (P 3858 12 

PWU), H7 (SS 182E VIP3). Após 60 dias de emergência da cultura foi utilizado o ARP 13 

Sensefly eBee RTK obtendo os comprimentos de onda (SB): Azul (475nm, B_475), verde 14 

(550 nm, G_550), vermelho (660 nm, R_660), borda do vermelho (735 nm, RE_735) e 15 

NIR (790 nm, NIR_790). Após obter os dados de SB foi possível a realização de cálculos 16 

de índices de vegetação (VIs). Os dados foram submetidos as análises de aprendizagem 17 

de máquina, testando seis algoritmos: Redes neurais artificiais (ANN), Árvores de 18 

decisão J48 (J48), REPTree (DT), Floresta aleatória (RF), Máquina de vetor suporte 19 

(SVM) e Regressão logística (RL) utilizado como padrão. Três métricas de acurácia 20 

foram utilizados buscando averiguar a acurácia dos algoritmos em classificar os híbridos 21 

de milho: classificações corretas (CC), coeficiente Kappa e F-Score. O algoritmo Redes 22 

Neurais Artificiais (ANN) foi o que apresentou melhor resultado para as três métricas de 23 

acurácia testadas. As três configurações de entrada proporcionaram melhor acurácia de 24 

classificação para ANN, todavia o ideal seria utilizar apenas as bandas espectrais (SB) 25 

como input pelo menor tempo de processamento dos dados e facilidade.  26 

 27 

Palavras-chave: Redes neurais artificiais; bandas espectrais; assinatura espectral 28 

  29 
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CLASSIFICATION OF CORN HYBRIDS USING MULTISPECTRAL SENSOR 1 

AND MACHINE LEARNING 2 

 3 

ABSTRACT 4 

New techniques for assessing phenotypes in agricultural crops have been developed with 5 

the aid of sensing and machine learning algorithms. The objective of this work is to find 6 

the most accurate machine learning algorithm in the classification of maize hybrids and 7 

to determine input data of the algorithms that improve the performance of the algorithms. 8 

The experiment was implemented in the experimental area of the Federal University of 9 

Mato Grosso do Sul in the municipality of Chapadão do Sul, Brazil. The corn hybrids 10 

used in the experiment were: H1 (AS 1868), H2 (DKB 360), H3 (FS 615 PWU), H4 (K 11 

7510 VIP3), H5 (NK 520 VIP3), H6 (P 3858 PWU), H7 (SS 182E VIP3). After 60 days 12 

of crop emergence, the Sensefly eBee RTK was flown to obtain the wavelengths (SB): 13 

blue (475nm, B_475), green (550 nm, G_550), Red (660 nm, R_660), Rededge (735 nm, 14 

RE_735) and NIR (790 nm, NIR_790). After obtaining the SB data, it was possible to 15 

perform calculations of vegetation indices (VIs). The data were subjected to machine 16 

learning analysis, testing six algorithms: Artificial Neural Networks (ANN), J48 Decision 17 

Trees (J48), REPTree (DT), Random Forest (RF), Support Vector Machine (SVM) and 18 

Regression logistics (RL) used as default. Three accuracy metrics were used to assess the 19 

accuracy of the algorithms in classifying sorghum hybrids: correct classifications (CC), 20 

Kappa coefficient and F-Score. The Artificial Neural Networks (ANN) algorithm was the 21 

one that presented the best result for the three tested accuracy metrics. The three input 22 

configurations provided better classification accuracy for ANN, however, the ideal would 23 

be to use only the spectral bands (SB) as input due to the shorter data processing time and 24 

facility. 25 

 26 

Keywords: Artificial neural networks; spectral bands; spectral signature 27 

 28 

1. INTRODUÇÃO  29 

O milho (Zea mays L.) é uma cultura caracterizada por possuir diversas 30 

utilizações, representando importante percentual no cultivo dos principais países 31 

produtores de grãos (LIU et al., 2023). Sua grande versatilidade é devido a todo o 32 

processo de seleção e melhoramento que a planta tem passado, enfrentando desafios 33 
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mundiais influenciando na produtividade e qualidade nutricional, sendo moldada as 1 

diversas necessidades do homem (SWARUP et al., 2021). 2 

Ao longo dos anos técnicas de melhoramento de plantas foram sendo 3 

aperfeiçoadas, especialmente a nível molecular, como o sequenciamento genético de 4 

diversas espécies e a intervenção nos genes possibilitando o desenvolvimento de 5 

populações resistentes a estresses bióticos e abióticos (IQBAL et al., 2021; RIVERO et 6 

al., 2022; ZAFAR et al., 2022). Todavia, as análises que visam avaliar o fenótipo não 7 

evoluíram na mesma proporção passando por problemas como escassez de mão de obra 8 

qualificada capaz de selecionar as características desejáveis de forma rápida e com 9 

precisão, sendo necessário encontrar técnicas mais modernas que possibilitam melhores 10 

avaliações de fenótipos (SANTOS; YASSITEPE, 2014). 11 

O aumento tecnológico em área como o sensoriamento remoto somado a busca de 12 

acelerar o melhoramento genético de milho surge novas técnicas para a fenotipagem de 13 

alta precisão (FAP), devido os métodos tradicionais necessitarem um longo período de 14 

avaliações e seleção de materiais (HERZIG et al., 2021). A FAP possui grandes vantagens 15 

em diminuir o tempo de trabalho a campo, mão de obra e custos, utilizando sensores para 16 

caracterização de fenótipos com alta acurácia e menor tempo, de forma não destrutiva 17 

(DOBBELS; LORENZ, 2019; ANDRADE et al., 2021; SANTANA et al., 2023). Por 18 

meio da FAP é possível a relacionar diversos caracteres da planta como a seleção de 19 

genótipos de soja quanto a precocidade e a produtividade de grãos (SANTANA et al., 20 

2022). 21 

O surgimento das aeronaves remotamente pilotadas (ARP) foi de grande valor 22 

para agricultura, capazes de se unir a uma variedade de sensores para capturar diferentes 23 

comprimentos de onda, se tornando importante ferramenta na coleta de informações a 24 

campo, com regularidade ao longo do ciclo da cultura e de forma não destrutiva (DAS 25 

CHOUDHURY et al., 2019). Este método é capaz de coletar dados com extrema rapidez 26 

e com alta resolução espacial (KAR et al., 2021). 27 

A quantidade de dados gerados por meio do sensoriamento remoto é ampla, o que 28 

dificulta uso da estatística tradicional para relacionar dados advindos de sensores com 29 

características das plantas devido a não linearidade dos dados de variáveis espectrais com 30 

características fisiológicas e morfológicas de plantas (VAN EEUWIJK et al., 2019). 31 

Dessa forma surge a necessidade de maior e melhor capacidade de processamentos dos 32 

dados, utilizando assim algoritmos de aprendizagem de máquinas (ML). 33 
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Através de ML é possível fazer a predição da concentração de nitrogênio foliar e 1 

altura de plantas de milho (OSCO et al., 2020). Outra importante utilização do ML é 2 

classificação de diferentes cultivares de soja (GAVA et al., 2022), quanto a caracteres 3 

nutricionais foliares (SANTANA et al., 2023), classificar com precisão genótipos com 4 

base em características industriais de soja (SANTANA et al., 2023). 5 

A hipótese deste trabalho é saber a possibilidade de distinção de híbridos de milho 6 

de acordo com as informações espectrais de cada um deles submetidos a modelos de 7 

aprendizagem de máquina. O objetivo deste trabalho é encontrar o algoritmo de 8 

aprendizagem de máquinas mais acurado na classificação de híbridos de milho e 9 

determinar dados de entrada que melhorem a performance dos modelos.  10 

 11 

2. MATERIAIS E MÉTODO 12 

2.1.Condução do experimento 13 

A condução do experimento ocorreu na área experimental da Universidade 14 

Federal de Mato Grosso do Sul (18°41’33’’S, 52°40’45’’W, com 810 m de altitude) no 15 

município de Chapadão do Sul, Brasil. Foi adotado o método de preparo do solo 16 

convencional (aração e gradagem niveladora). A região possui clima caracterizado como 17 

Tropical Savana (Aw) com base na classificação de Koppen. O solo da região é 18 

caracterizado como Latossolo Vermelho Distrófico argiloso (SANTOS et al., 2018), 19 

possuindo características na camada de 0 - 0,20 m: pH (H2O) = 6,2; Al trocável (cmolc 20 

dm-3) = 0,0; Ca+Mg (cmolc dm-3) = 4,31; P (mg dm-3) = 41,3; K (cmolc dm-3) = 0,2; 21 

Matéria orgânica (g dm-3) = 19,74; V (%) = 45; m (%) = 0,0; Soma de bases (cmolc dm-22 

3) = 2,3; CTC (cmolc dm-3) = 5,1. 23 

A semeadura do experimento foi realizada com o auxílio de semeadora alocando 24 

as sementes com espaçamento entre fileiras de 0,45 m sulcoaplicando 200 kg ha-1 de 25 

fosfato monoamônico (MAP) do formulado 11-52-00. Foi realizada uma adubação de 26 

cobertura com a dose de 150 kg ha-1 de Ureia 45% de N, no momento em que a planta 27 

atingiu estádio V4. O experimento foi implementado a campo em esquema de faixas. As 28 

medidas das parcelas foram 3.8 m x 4.9 m (18.62 m²). Os híbridos de milho utilizados no 29 

experimento foram: H1 (AS 1868), H2 (DKB 360), H3 (FS 615 PWU), H4 (K 7510 30 

VIP3), H5 (NK 520 VIP3), H6 (P 3858 PWU), H7 (SS 182E VIP3). A população de 31 

sementes por metro de cada hibrido, respectivamente, foram: 2,67, 2,68, 2,74, 2,65, 2,64, 32 

2,63 e 2,55. 33 
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2.2.Aquisição e processamento das imagens multiespectrais 1 

 Foi realizado um voo após 60 dias de emergência da cultura, quando as variedades 2 

de milho se encontravam em florescimento pleno, utilizando o Sensefly eBee RTK, uma 3 

aeronave remotamente pilotada (ARP) de asa fixa, que dispõe de decolagem e aterrisagem 4 

com controle autônomo. O eBee estava equipado com o sensor multiespectral Parrot 5 

Sequoia. A obtenção das imagens foi realizada às 09:00 da manhã, com céu limpo de 6 

nuvens, a uma altitude de 100 e resolução espacial de 0.10 m. O levantamento aéreo foi 7 

realizado com o uso da tecnologia RTK (Real Time Kinematics), o que possibilitou 8 

posicionar o sensor para coletar as imagens com acurácia de 2,5 cm. A mosaicagem e a 9 

ortorretificação das imagens foram realizadas pelo programa Pix4Dmapper.  10 

A calibração radiométrica foi realizada para toda a cena com base em uma 11 

superfície refletiva calibrada fornecida pelo fabricante. O Parrot Sequoia possui um 12 

sensor de luminosidade que permite a calibração dos valores adquiridos. Os 13 

comprimentos de onda (SB) adquiridos pelo sensor foram: Azul (475nm, B_475), verde 14 

(550 nm, G_550), vermelho (660 nm, R_660), borda do vermelho (735 nm, RE_735) e 15 

NIR (790 nm, NIR_790). Após obter os dados de SB foi possível a realização de cálculos 16 

de 41 índices de vegetação (VIs) de razão simples até índices com correção de atmosfera 17 

e de solo (RAMOS et al., 2020) utilizando o programa de sistemas de informações 18 

geografias ESRI ArcGIS 10.5. 19 

 20 

2.3.Modelos de Aprendizagem de Máquina e Análises Estatísticas 21 

Os dados foram submetidos as análises de aprendizagem de máquina, em que 22 

foram testados seis algoritmos (Tabela 1). RL foi utilizado como padrão, em que se busca 23 

melhores desempenhos dos algoritmos quando comparados a ele. A classificação dos 24 

híbridos foi realizada por meio de validação cruzada estratificada com k-fold = 10 e dez 25 

repetições (100 execuções para cada modelo). Todos os parâmetros dos algoritmos foram 26 

estabelecidos de acordo com a configuração default do software Weka 3.8.5. 27 

  28 
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Tabela 1. Relação dos modelos de aprendizagem de máquinas utilizados na classificação 1 

Sigla Modelo de aprendizagem de máquinas Referência 

ANN Redes neurais artificiais 
(EGMONT-PETERSEN; DE 

RIDDER; HANDELS, 2002) 

J48 Árvores de decisão J48 (QUINLAN, 1993) 

RL Regressão logística 
(ŠTEPANOVSKÝ et al., 

2017) 

DT REPTree (SNOUSY et al., 2011) 

RF Floresta aleatória (BELGIU; DRĂGUŢ, 2016) 

SVM Máquina de vetor suporte 
(NALEPA; KAWULOK, 

2019) 

 2 

Três métricas de acurácia foram utilizados buscando averiguar a acurácia dos 3 

algoritmos em classificar os híbridos de milho: classificação correta (CC), coeficiente 4 

Kappa e F-Score. Uma análise de variância foi construída buscando avaliar significância 5 

de ML, input e interação entre elas.  Na ilustração do desempenho dos modelos e suas 6 

significâncias foram utilizados boxplots com as médias de CC, Kappa e F-Score segundo 7 

o agrupamento de médias do teste de Scott-Knott (SCOTT; KNOTT, 1974) a 5% de 8 

significância. Todas as análises e gráficos foram gerados utilizando os pacotes ggplot2 e 9 

ExpDes.pt do software R (TEAM, 2013). 10 

 11 

3.  RESULTADOS 12 

Na Figura 1 está apresentada a reflectância de cada hibrido de acordo com cada 13 

comprimento de onda especifico. Os híbridos H4 e H7 apresentaram os maiores valores 14 

de reflectância em todos os comprimentos de onda, se igualando estatisticamente apenas 15 

com o hibrido H6 no comprimento de onda B_475 e o hibrido H1 nos comprimentos de 16 

onda RE_735 e NIR_790. Os híbridos H3 e H5 tiveram a menor reflectância nos 17 

comprimentos de onda B_475, R_660 e G_550. No comprimento de onda RE_735 os 18 

híbridos H5 e H6 tiveram menores reflectâncias. No comprimento NIR_790 a menor 19 

reflectância foi do hibrido H6. 20 

  21 
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 21 
Figura 1. Boxplot da refletância multiespectral dos sete híbridos de milho nos 22 

comprimentos de onda azul (B_475 nm, A), verde (G_550 nm, B), vermelho (R_660 nm, 23 
C), borda do vermelho (RE_735 nm, D) e NIR (NIR_790 nm, E) comparados pelo 24 
agrupamento de médias Scott-Knott a 5% de probabilidade. 25 
Híbridos seguidos das mesmas letras para cada comprimento de onda não se diferenciam entre si pelo teste 26 
de Scott-Knott a 5% de probabilidade. 27 
 28 

Foram utilizados três parâmetros na análise de desempenho dos algoritmos de 29 

Machine Learning, classificação correta (CC), F-Score e coeficiente Kappa (Tabela 2). 30 

Houve significância na interação Input x ML para todas as métricas de acurácia utilizada. 31 

 32 

Tabela 2. Resumo da análise de variância para as variáveis Classificação correta (CC), 33 

Kappa e F-Score. 34 

FV GL CC Kappa F-Score 

Input 2 183.05* 0.024* 0.005* 

ML 5 486.34* 0.066* 0.034* 

Input*ML 10 17.42* 0.002* 0.003* 

CV - 3.5 5.1 11.16 
*significativo a 5% e **significativo a 1% pelo teste F; ML: inteligência computacional; CV: Coeficiente 35 
de Variação; GL: Graus de Liberdade. 36 
  37 

Por meio da Classificação Correta foi avaliado que o melhor algoritmo usado 38 

dentro de todos os inputs foi ANN (Figura 3). Ao observar o algoritmo ANN não houve 39 

diferença estatística entre os inputs analisados. Os algoritmos RF, RL, DT e SVM 40 
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apresentaram melhores desempenhos com os inputs IVs e SB+IVs. Para o algoritmo J48 1 

os melhores inputs foram SB e IVs. 2 

 3 

Figura 3. Boxplot para porcentagem de classificação correta (CC) para a interação 4 

significativa entre os modelos de aprendizagem de máquinas e os inputs testados.  5 
As médias seguidas pelas mesmas letras maiúsculas para as diferentes entradas e as mesmas letras 6 
minúsculas para os diferentes algoritmos de ML não diferem pelo teste de Scott-Knott a 5% de 7 
probabilidade. 8 
 9 

Ao avaliar os algoritmos por meio de F-Score, é averiguado que o melhor 10 

algoritmo para classificação dentro de todos inputs foi ANN (Figura 4). Para os 11 

algoritmos ANN, RL, J48 e DT não houve diferença estatística entre os diferentes inputs. 12 

Para os algoritmos RF e SVM os melhores inputs foram IVs e SB+IVs.    13 
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 1 

Figura 4. Boxplot para porcentagem de F-Score para a interação significativa entre os 2 
modelos de aprendizagem de máquinas e os inputs testados.  3 
As médias seguidas pelas mesmas letras maiúsculas para as diferentes entradas e as mesmas letras 4 
minúsculas para os diferentes algoritmos de ML não diferem pelo teste de Scott-Knott a 5% de 5 
probabilidade. 6 
 7 

 Através da métrica de Kappa, o algoritmo que melhor classifica dentro de todos 8 

os inputs foi ANN (Figura 5). Para os algoritmos ANN e J48 não houve diferença 9 

estatística entre os inputs. Ao observar os algoritmos RF, RL, DT e SVM os melhores 10 

inputs foram IVs SB+IVs. 11 
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 1 

Figura 5. Boxplot para porcentagem de Kappa para a interação significativa entre os 2 
modelos de aprendizagem de máquinas e os inputs testados.  3 
As médias seguidas pelas mesmas letras maiúsculas para as diferentes entradas e as mesmas letras 4 
minúsculas para os diferentes algoritmos de ML não diferem pelo teste de Scott-Knott a 5% de 5 
probabilidade. 6 
 7 
  8 

4. DISCUSSÃO 9 

A assinatura espectral das plantas segue um padrão geral que é a baixa reflectância 10 

na região do visível do espectro eletromagnético atribuído ao fato de que os pigmentos 11 

realizam a absorção desses comprimentos de onda para realizar a fotossíntese. Enquanto 12 

isso na região infravermelho próximo e da borda do vermelho que compreende acima de 13 

700 nm há uma maior reflectância (TAIZ et al., 2017). 14 

A faixa do visível é dividida em bandas espectrais que possuem funções diferentes 15 

nas plantas. Por exemplo, O comprimento de onda azul e vermelho que abrange 475 nm 16 

e 660 nm, respectivamente, são os mais necessários para a fotossíntese, capazes de 17 

acelerar o crescimento e desenvolvimento das plantas (LU et al., 2021; SHI et al., 2019). 18 

A expressão de alguns genes da planta que são relacionados à fotossíntese também pode 19 

ser regulada positivamente e a taxa de transporte de elétrons se aumentadas de acordo 20 

com maior absorção de luz azul em contrapartida a expressão de outros genes pertinentes 21 
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à fotossíntese são expressos com a submissão maior de luz vermelha (LI et al., 2017; WU 1 

et al., 2014). 2 

O comportamento espectral dos híbridos será diferente de acordo com a genética 3 

que cada um deles pertence. Nessa perspectiva os híbridos H3 e H5 apresentaram menores 4 

valores de reflectância nessa faixa, podendo inferir maior aproveitamento dos 5 

comprimentos de onda para a fotossíntese, já que houve menor reflectâncias sendo assim 6 

maior absorção. Especificamente no comprimento de onda de 475 nm região do azul na 7 

assinatura espectral dos híbridos, tiveram pouca diferenciação entre eles. 8 

Na região de 550 nm corresponde a região do verde, que possui um pico de reflexão 9 

devido aos cloroplastos que reflete intensamente a luz verde nessa região (NISHIO, 10 

2000). O hibrido H4 teve a maior reflectância na faixa dos 550 nm que os demais. A partir 11 

do 735-790 nm é observado um aumento proeminente na refletância da região VIS/NIR 12 

atribuída a abundância de clorofila e organização da estrutura interna foliar 13 

(HENNESSY; CLARKE; LEWIS, 2020) sendo indicador de estresse, senescência na 14 

vegetação ou incidência de doenças (ATTA et al., 2023; DAWSON; CURRAN, 1998; 15 

GHOLIZADEH et al., 2016; ZAHIR et al., 2022) Dessa forma observa-se que os híbridos 16 

H1 e H3 teve alta reflectâncias no comprimento de onda de 735 nm e menor nas faixas 17 

de 475 e 660 nm, ou seja, podemos inferir que tais híbridos possuem grande quantidade 18 

de clorofila pela sua maior reflectâncias em 735nm e que essas clorofilas possuem intensa 19 

atividade fotossintética devida a baixa reflectâncias nos comprimentos de onda azul e 20 

vermelho. 21 

Conforme as ricas informações fornecidas pelas bandas espectrais sobre a 22 

fisiologia das plantas é possível investigar relações entre as diferentes bandas do espectro 23 

(OLIVEIRA et al., 2023) por meio de modelos matemáticos que relacionam uma ou mais 24 

bandas denominadas índices de vegetação (IVs) (PANTALEÃO et al., 2022; SILVA et 25 

al., 2020). O uso desses IVs pode fornecer informações ainda mais precisas sobre 26 

características fisiológicas das plantas, inclusive relacionar com respostas agronômicas 27 

como produtividade (SANTANA et al., 2022), concentração de nitrogênio foliar e altura 28 

de plantas de milho (OSCO et al., 2020). 29 

Havendo a possibilidade de distinção dos híbridos de milho de acordo com os 30 

caracteres espectrais do mesmo torna o processo de seleção dos genótipos menos onerosa. 31 

Todavia a quantidade de dados gerada pode ser grande, dificultando o processamento das 32 

informações. Dessa forma a utilização de algoritmos de aprendizagem de máquina para o 33 

reconhecimento de plantas ou folhas (PUSHPANATHAN et al., 2021) é uma alternativa 34 
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rápida e precisa no auxílio da distinção de genótipos. O ML advém de treinar algoritmos 1 

no reconhecimento de determinados bancos de dados identificando padrões podendo ser 2 

aplicados em estudos de melhoramento genético de plantas (NIAZIAN; NIEDBAŁA, 3 

2020). 4 

Entre os algoritmos de ML utilizado, as redes neurais artificiais são as mais 5 

conhecidas e utilizadas, sendo uma das técnicas mais amplamente utilizadas na resolução 6 

de distintos problemas dentre eles os de classificação (VIDYARTHI; JAIN; 7 

CHOURASIYA, 2020). Dentre as vantagens das redes neurais em relação aos outros 8 

algoritmos de ML está a sua capacidade de modelar dados não lineares complexos, sem 9 

quaisquer suposições anteriores de forma eficiente (QI; ZHANG, 2001).  10 

Nas três métricas de acurácia testadas o algoritmo ANN obteve a melhor 11 

performance na classificação dos híbridos de milhos, independente das informações de 12 

entrada utilizadas no seu processamento. Dessa forma a utilização das SB pode tornar as 13 

etapas processuais mais simples e rápida por não necessitar de cálculos de modelos 14 

matemáticos como é necessário para os IVS (GAVA et al., 2022). A utilização apenas 15 

dos comprimentos de onda fornece maior acurácia dos algoritmos em diversas tarefas de 16 

análises agrícolas como na previsão de dias para maturidade, altura de planta e 17 

rendimento produtivo em soja (TEODORO et al., 2021). 18 

Nossas descobertas demonstram a possibilidade de distinção de híbridos de milho 19 

utilizando dados multiespectrais, que há comportamento espectral distinto entre os 20 

híbridos refletindo em assinatura espectral diferente entre eles. E que a utilização de 21 

algoritmos de aprendizagem de máquinas pode ser importante ferramenta para classificar 22 

esses híbridos. Importante destacar a inovação do trabalho na cultura do milho, em que 23 

há na literatura uso de tais técnicas em outras culturas como a soja, mas poucos trabalhos 24 

utilizando classificação de genótipos sejam eles comerciais ou em processo de 25 

melhoramento na cultura do milho. A utilização de sensores hiperespectrais pode fornecer 26 

respostas mais completas sobre os híbridos, ficando como sugestão para trabalhos futuros.  27 

 28 

5. CONCLUSÃO  29 

O algoritmo Redes Neurais Artificiais foi o que apresentou melhor resultado para 30 

as três métricas de acurácia testadas. 31 

As três configurações de entrada proporcionaram melhor acurácia de classificação 32 

para ANN, todavia o ideal seria utilizar apenas as bandas espectrais como input pelo 33 

menor tempo de processamento dos dados e facilidade.  34 
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APÊNDICES 

Tabela 1. Relação dos índices de vegetação. 

Sigla Índice de Vegetação (IV) Equação 

ARVI2 Índice de vegetação atmosférico resistente 2 −0.18 + 1.17 ∗ [
(𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑)

(𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑)
] 

ATSAVI Índice de vegetação transformado ajustado ao solo 1.22 ∗ [
(𝑅𝑛𝑖𝑟 − 1.22 ∗ 𝑅𝑟𝑒𝑑 − 0.03)

(1.22 ∗ 𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑 − 1.22 ∗ 0.03 + 0.0891 + 1.222)
] 

CCCI Índice de conteúdo de clorofila do dossel 
(𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑𝑒𝑑𝑔𝑒)/(𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑𝑒𝑑𝑔𝑒)

(𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑)/(𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑)
 

CIgreen Índice de clorofila verde 
𝑁𝐼𝑅

𝑔𝑟𝑒𝑒𝑛
− 1 

CTVI Índice de vegetação correto transformado 
𝑁𝐷𝑉𝐼 + 0.5

𝑁𝐷𝑉𝐼 + 0.5
∗ √𝑁𝐷𝑉𝐼 + 0.5 

CVI índice de vegetação clorofila 𝑁𝐼𝑅
𝑟𝑒𝑑

𝑔𝑟𝑒𝑒𝑛2
 

DVI Índice de Vegetação Diferenciada 
𝑅𝑛𝑖𝑟

𝑅𝑟𝑒𝑑

 

EVEI2 Índice de Vegetação Aprimorado 2 
2.5 ∗ (𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑)

(𝑅𝑛𝑖𝑟 + 2.4 ∗ 𝑅𝑟𝑒𝑑 + 1)
 

EVI 
Índice de vegetação aprimorado 

2.5 ∗
(𝑅𝑁𝐼𝑅 –  𝑅𝑅𝐸𝐷)

((𝑅𝑁𝐼𝑅) + (𝐶1 ∗ 𝑅𝑁𝐼𝑅) − (C2 ∗  𝑅𝐵𝐿𝑈𝐸) + L)
 

GDVI Diferença NIR/Índice de Vegetação por Diferença Verde 𝑅𝑛𝑖𝑟 − 𝑅𝑔𝑟𝑒𝑒𝑛 

GEMI Índice Global de Monitoramento Ambiental 
2 ∗ (1 − 0.25 ∗ 2) − ((𝑅𝑟𝑒𝑑 − 0.125)

(1 − 𝑅𝑟𝑒𝑑)
 

GLI Índice folha verde 
(2 ∗ 𝑅𝑔𝑟𝑒𝑒𝑛 − 𝑅𝑟𝑒𝑑 − 𝑅𝑏𝑙𝑢𝑒)

(2 ∗ 𝑅𝑔𝑟𝑒𝑒𝑛 + 𝑅𝑟𝑒𝑑 + 𝑅𝑏𝑙𝑢𝑒)
 

GNDVI Índice de vegetação normalizada verde 
(𝑅𝑛𝑖𝑟 − 𝑅𝑔𝑟𝑒𝑒𝑛)

(𝑅𝑛𝑖𝑟 + 𝑅𝑔𝑟𝑒𝑒𝑛)
 

GSAVI Índice de Vegetação Ajustado ao Solo Verde 
(1 + 𝐿) ∗ (𝑅𝑛𝑖𝑟 − 𝑅𝑔𝑟𝑒𝑒𝑛)

(𝑅𝑛𝑖𝑟 + 𝑅𝑔𝑟𝑒𝑒𝑛 + 𝐿)
 



2 
 

GTVI Índice de Vegetação do Triângulo Verde 
𝑁𝐷𝑉𝐼 + 0.5

𝑁𝐷𝑉𝐼 + 0.5
∗ [(√𝑁𝐷𝑉𝐼 + 0.5)] 

IAF Índice de área foliar 
ln (

0.69 − 𝑆𝐴𝑉𝐼
0.59

)

0.91
 

IPVI Índice de porcentagem de vegetação infravermelha 𝑅𝑛𝑖𝑟/((𝑅𝑛𝑖𝑟 +
𝑅𝑟𝑒𝑑)

2
) ∗ (𝑁𝐷𝑉𝐼 + 1) 

LnRE Índice de vegetação da borda do vermelho (ln 𝑅𝑁𝐼𝑅 − 𝑙𝑛𝑅𝐸𝐷𝐺𝐸) ∗ 100 

LogR Log R 𝑙𝑜𝑔
𝑅𝑛𝑖𝑟

𝑅𝑟𝑒𝑑

 

MCARI 
Índice de reflectância de absorção de clorofila modificado 

𝑅700 − 𝑅670 − 0.2(𝑅700 − 𝑅(550)
𝑅700

𝑅670

 

MSAVI 
Índice de vegetação modificado ajustado ao solo 2𝑛𝑖𝑟 + 1 − √(2𝑛𝑖𝑟 + 1)2 − (8𝑛𝑖𝑟 − 𝑟𝑒𝑑)

2
 

MSR Proporção de solo modificada 
2 ∗ 𝑅𝑛𝑖𝑟 + 1 − √(2 ∗ 𝑅𝑛𝑖𝑟 + 1)2 − 8 ∗ (𝑅𝑁𝐼𝑅 − 𝑅𝑟𝑒𝑑)

2
 

MSRNir_Red Taxa simples modificada NIR/RED (
𝑅𝑛𝑖𝑟

𝑅𝑟𝑒𝑑

− 1)/√
𝑅𝑛𝑖𝑟

𝑅𝑟𝑒𝑑

+ 1 

MTVI Índice de vegetação triangular modificado 

1.5 [1.2(𝑛𝑖𝑟 − 𝑔𝑟𝑒𝑒𝑛) − 2.5(𝑟𝑒𝑑 − 𝑔𝑟𝑒𝑒𝑛)]

√(2𝑛𝑖𝑟 + 1)2 − (6𝑛𝑖𝑟 − 5√𝑟𝑒𝑑) − 𝑜. 5

 

NDRE 
Índice de vegetação da diferença normalizada pelo rededge (𝑅𝑁𝐼𝑅 – 𝑅𝐸𝐷𝐺𝐸) 

(𝑅𝑁𝐼𝑅 +  𝑅𝐸𝐷𝐺𝐸)
 

NDVI 
Índice de vegetação da diferença normalizada (𝑅𝑁𝐼𝑅 – 𝑅𝑅𝐸𝐷) 

(𝑅𝑁𝐼𝑅 +  𝑅𝑅𝐸𝐷)
 

NGRDI Índice de Diferença Verde-Vermelho Normalizado 
𝑅𝑔𝑟𝑒𝑒𝑛 − 𝑅𝑟𝑒𝑑

𝑅𝑔𝑟𝑒𝑒𝑛

/(𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑 + 𝑅𝑔𝑟𝑒𝑒𝑛) 

NIR/G Razão simples nir e verde 
𝑅𝑛𝑖𝑟

𝑅𝑔𝑟𝑒𝑒𝑛

 

NIR/R Razão simples nir e vermelho 
𝑅𝑛𝑖𝑟

𝑅𝑟𝑒𝑑

 

NIR/RE Razão simples nir e rededge 
𝑅𝑛𝑖𝑟

𝑅𝑟𝑒

 



3 
 

Norm_R_1 R normal 
𝑅𝑟𝑒𝑑

(𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑 + 𝑅𝑔𝑟𝑒𝑒𝑛)
 

OSAVI Índice de Vegetação Ajustado ao Solo Otimizado 
(1 + 0.16) ∗ (𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑)

(𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑 + 0.16)
 

PNDVI  
𝑅𝑛𝑖𝑟 − (𝑅𝑔𝑟𝑒𝑒𝑛 + 𝑅𝑟𝑒𝑑 + 𝑅𝑏𝑙𝑢𝑒)

𝑅𝑛𝑖𝑟 + (𝑅𝑔𝑟𝑒𝑒𝑛 + 𝑅𝑟𝑒𝑑 + 𝑅𝑏𝑙𝑢𝑒)
 

RDVI Índice de vegetação de diferença renormalizada 
(𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑)

√𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑

 

SAVI 
Índice de vegetação ajustada ao solo 

(1 + 0,5)
𝑛𝑖𝑟 − 𝑟𝑒𝑑

𝑛𝑖𝑟 + 𝑟𝑒𝑑 + 0,5
 

SQRT_IR_R  √
𝑅𝑛𝑖𝑟

𝑅𝑟𝑒𝑑

 

TVI Índice de vegetação transformado √
𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑

𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑

 

VARI  
𝑅𝑔𝑟𝑒𝑒𝑛 − 𝑅𝑟𝑒𝑑

𝑅𝑔𝑟𝑒𝑒𝑛 + 𝑅𝑟𝑒𝑑 − 𝑅𝑏𝑙𝑙𝑢𝑒

 

WDRVI Índice de vegetação de ampla faixa dinâmica 
(0.1𝑅𝑛𝑖𝑟 − 𝑅𝑟𝑒𝑑)

(0.1 ∗ 𝑅𝑛𝑖𝑟 + 𝑅𝑟𝑒𝑑)
 

RNIR: reflectância na faixa do infravermelho próximo; RGREEN: reflectância na faixa do verde; RRED: reflectância na faixa do vermelho; Rre: reflectância na faixa de transição do 

vermelho (Red-edge); L: fator de correção do efeito do solo. 
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